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Resumen

Con el objeto de analizar y pronosticar el comportamiento financiero de 
los principales bancos de Bolivia (período enero 2001 a febrero 2020), se 
estimaron modelos de machine learning: redes neuronales supervisadas, 
redes neuronales no supervisadas y máquinas de vectores de soporte. Los 
resultados obtenidos destacan la precisión del 99% alcanzada por el modelo 
de redes neuronales supervisadas y la coincidente clasificación del modelo 
de redes neuronales no supervisadas. El modelo de máquinas de vectores 
de soporte alcanzó una precisión de 85,1%. Los modelos propuestos se 
constituyen en herramientas robustas para el análisis y pronóstico de riesgos 
financieros, puesto que tienen la capacidad de abstraer patrones recurrentes 
y generalizar información no observada. Asimismo, evidencian su importancia 
para el diseño, propuesta y la evaluación de políticas macroprudenciales 
orientadas a preservar la estabilidad financiera. 
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AbstRAct

In order to analyze and forecast the financial behavior of the major banks in 
Bolivia (period January 2001 to February 2020), machine learning models 
were estimated: supervised neural networks, unsupervised neural networks 
and support vector machines. Obtained results highlight the 99% precision 
achieved by the supervised neural network model and the coincident 
classification of the unsupervised neural network model. The support vector 
machine model achieved an accuracy of 85.1%. The proposed models are 
robust tools for financial risk analysis and forecasting since they have the ability 
to abstract recurring patterns and generalize unobserved information. Likewise, 
they highlight their importance for the design, proposal and evaluation of 
macroprudential policies aimed at preserving financial stability.
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I. Introducción

La estabilidad financiera es una situación en la que el sistema financiero canaliza 
eficientemente ahorros desde oferentes de recursos hacia emprendedores e 
inversionistas y donde el sistema de pagos nacional opera de forma segura y 
eficiente (Banco Central de Bolivia, 2020). 

En este contexto, la actividad de intermediación financiera resulta vital para 
promover el desarrollo financiero y el crecimiento de largo plazo de las 
economías (Minsky, 1992; Levine et al., 2000). Asimismo, existe un consenso 
generalizado sobre los efectos negativos que conllevan las fragilidades 
financieras de las entidades bancarias sobre la estabilidad macroeconómica 
(Tymoigne, 2011). 

Por su parte, los sistemas de pago de alto valor cumplen un papel importante 
en la fluidez y asignación de recursos líquidos en los sistemas financieros. La 
constante y heterogénea interacción de los bancos en estas infraestructuras 
crea una serie de interdependencias que repercuten sobre sus posiciones de 
liquidez (Cáceres y Aldazosa, 2013). 

Los orígenes complejos y consecuencias ampliadas de la última crisis financiera 
han motivado la implementación de técnicas cuantitativas basadas en la 
identificación de patrones con el objeto de pronosticar deterioros y quiebras 
de entidades bancarias (Devi y Radhika, 2018). El volumen de información 
generado en los mercados financieros y las técnicas de inteligencia artificial 
incorporadas en Machine Learning (ML) ofrecen oportunidades concretas para 
el análisis de fenómenos financieros desde nuevas perspectivas.

En Bolivia, los bancos registraron un crecimiento sostenido en los períodos 
recientes, lo cual se tradujo en una expansión del ahorro y crédito. Asimismo, 
la cobertura geográfica fue ampliándose conforme las disposiciones del marco 
regulatorio vigente. En este sentido, la evidencia empírica señala una relación 
positiva y moderada entre variables que miden el desarrollo del sistema 
financiero y el crecimiento económico en Bolivia (Díaz y Rocabado, 2016) 
(Humérez y Yáñez, 2011). 

Coherente con el desempeño del sistema financiero boliviano, el sistema 
de pagos también tuvo cambios importantes producto de su modernización. 
Prueba de ello es la interconexión de la totalidad de las entidades financieras 
reguladas, lo que representó un cambio en la dinámica de las transferencias 
de dinero y servicios de pago. 

Los estudios científicos orientados a analizar (modelar) formalmente las 
condiciones y/o el desempeño financiero de las entidades bancarias en Bolivia 
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son escasos. Este aspecto, además de los citados anteriormente, se suma 
como elemento de motivación para la realización del presente documento. 

El objetivo de este estudio es analizar y pronosticar el comportamiento 
financiero de los cuatro principales bancos de Bolivia a través de técnicas de 
ML para el período comprendido entre enero de 2001 y febrero de 2020.

Después de esta introducción, en la segunda parte de este documento, se 
desarrolla una revisión teórica y, posteriormente, una descripción de la 
información empleada. En la cuarta parte, se presenta la metodología y 
descripción formal de los modelos ML utilizados en este estudio. En la quinta 
parte, se presentan los principales resultados. Finalmente, se plantean las 
conclusiones y consideraciones de cierre.

II. Revisión teórica

La creciente complejidad de los sistemas financieros exige el uso de técnicas 
cuantitativas robustas para el análisis de riesgos y la consecuente toma de 
decisiones por parte de las autoridades encargadas de preservar la estabilidad 
financiera.

Los métodos de ML1 han ido ganando preponderancia en el estudio de 
fenómenos económicos y financieros debido a las grandes cantidades de 
información que se generan en los mercados. En este sentido, el estudio de 
riesgos con implicaciones sistémicas, a los cuales están expuestos los sistemas 
financieros, es apoyado por métodos de ML con el objeto de obtener una mejor 
comprensión de los fenómenos presentes en este ámbito (Kou et al., 2019).

Entre los métodos de ML, utilizados frecuentemente para estudios de 
predicción de situaciones de bancarrota de entidades bancarias, destacan las 
Redes Neuronales Artificiales (Artificial Neural Networks, ANN) y las Máquinas 
de Vectores de Soporte (Support Vector Machine, SVM).

Por ejemplo, Devi y Radhika (2018) efectúan una revisión de un conjunto de 
técnicas ML para el pronóstico de quiebra financiera. Asimismo, concluyen 
que estas técnicas proporcionan una mayor precisión de predicción que las 
técnicas estadísticas tradicionales.

En la misma línea, López y Pastor (2015) emplearon un modelo híbrido de ANN 
(mapas auto-organizados y perceptrón multicapa) para estimar la probabilidad 
de bancarrota de 52 entidades bancarias en Estados Unidos en el contexto de 

1 Según Shalev-Shwartz y Ben-David (2014) el término Machine Learning está asociado a la 
detección automática y precisa de patrones de comportamiento provenientes de un conjunto de 
datos.
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la última crisis financiera. Este modelo mostró una capacidad predictiva, para 
un horizonte de un año, de 96%.

En 2013, Papadimitriou et al. propusieron un modelo de pronóstico de SVM 
aplicado a 300 bancos de Estados Unidos. A través de un procedimiento para 
la optimización de selección de muestra, consideraron 37 variables financieras 
y 4 períodos de rezago. Los resultados del pronóstico mostraron una precisión 
cercana al 92%.

Por su parte, Li et al. (2013) también propusieron un modelo de SVM para 
predecir los niveles de riesgo sistémico del sistema bancario chino. Para ello, 
emplearon información de frecuencia trimestral desde 2004 a 2008. Asimismo, 
concluyeron que la técnica propuesta tiene una mayor precisión que los 
modelos de ANN supervisado, análisis múltiple discriminante y regresión 
logística.

Una técnica híbrida de componentes principales y ANN fue propuesta por Vasu 
y Ravi (2011) para validar la situación de bancarrota de 166 bancos de Turquía, 
España y Reino Unido. Para el caso de los bancos españoles, la precisión 
alcanzada es de 100%; para los bancos ingleses, de 90%.

Pineda y Piñeros (2009) proponen un indicador financiero que resume, evalúa 
y organiza jerárquicamente el desempeño de los establecimientos de crédito 
para Colombia, y establecen un sistema de alertas tempranas de crisis 
financiera.

Para el caso boliviano, Cáceres y Palacios (2011) proponen un indicador 
global de desempeño financiero, con base en un modelo de ANN supervisado 
(perceptrón multicapa) que, a diferencia de los estudios antes citados, trata 
de estimar la condición financiera de las entidades financieras. Los resultados 
hallados muestran una alta coherencia con los diferentes episodios del contexto 
económico.

III. Datos

La información proviene de los estados financieros de los cuatro principales 
bancos de Bolivia (publicados por la Autoridad de Supervisión del Sistema 
Financiero) y de la base de datos del Banco Central de Bolivia. Los parámetros 
analizados comprenden: calidad de activos, eficiencia administrativa, cobertura 
de depósitos, solvencia y rentabilidad. Asimismo, se incorporó un parámetro de 
liquidez vinculado a la participación de los bancos en el sistema de pagos de 
alto valor a través del ratio financiero (excedente de encaje legal / encaje legal 
constituido).
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Las observaciones son de frecuencia mensual y el período de tiempo 
considerado es de enero de 2001 a febrero de 2020 (231 observaciones). A 
continuación, se presentan los parámetros considerados, los ratios financieros 
(variables) y sus respectivos estadísticos:

Cuadro 1: DESCRIPCIÓN DE VARIABLES Y MEDIDAS ESTADÍSTICAS
Área de evaluación

Ratio financiero
Mín. / Máx. Promedio Mediana Desviación 

estándar
Coeficiente 
de variación Curtosis Asimetría

Calidad de activos

R1=(Cartera en mora + 
Cartera reprogramada 
vigente / Cartera bruta)

0,03 / 0,43 0,12 0,07 0,12 0,93 0,60 1,30

Eficiencia administrativa 

R2= (Gastos 
administrativos / Margen 
financiero) 

0,66 / 1,13 0,85 0,86 0,11 0,13 2,80 0,43

Cobertura de depósitos

R3= (Disponibilidades + 
Inversiones temporarias 
/ Obligaciones con el 
público) 

0,28 / 0,65 0,43 0,44 0,09 0,20 -0,53 0,40

Solvencia

R4= (Cartera en mora - 
Previsiones / Patrimonio)

-0,10 / 0,53 0,05 -0,06 0,19 3,95 2,89 1,31

Liquidez (sistema de 
pagos)

R5= (Excedente de 
encaje legal / Encaje legal 
constituido)

-0,08 / 0,93 0,50 0,52 0,18 0,36 0,61 -0,15

Rentabilidad

R6 = (Utilidad Neta / 
Patrimonio)

-0,06 / 0,26 0,11 0,12 0,07 0,63 -2,67 -0,26

Fuente: Elaboración propia con datos de ASFI y BCB

Mediante el coeficiente de correlación de Pearson, se estableció el grado de 
asociación lineal entre variables. Esta medida estadística es presentada en el 
siguiente cuadro y la visualización gráfica en el Apéndice A: 
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Cuadro 2: MATRIZ DE CORRELACIÓN DE VARIABLES

R1 R2 R3 R4 R5 R6

R1 1,0000 0,1383 -0,2421 0,5889 -0,4554 -0,2840

R2 0,1383 1,0000 0,5644 -0,3935 0,2076 0,2165

R3 -0,2421 0,5644 1,0000 -0,7517 0,4492 0,7888

R4 0,5889 -0,3935 -0,7517 1,0000 -0,5805 -0,7432

R5 -0,4554 0,2076 0,4492 -0,5805 1,0000 0,3400

R6 -0,2840 0,2165 0,7888 -0,7432 0,3400 1,0000

Fuente: Elaboración propia con datos de ASFI y BCB

IV. Metodología 

Modelo ANN de aprendizaje supervisado – Backpropagation 

Los modelos de ANN forman parte de la inteligencia artificial. Son una simulación 
de las propiedades observadas en los sistemas neuronales biológicos y 
recreados a través de modelos matemáticos y mecanismos artificiales.

Un modelo de ANN puede ser interpretado como una regresión no lineal, 
de tipo entrada – salida (input – target) y cuya construcción se basa en 
combinaciones de funciones no lineales básicas a través de una estructura 
multicapa (Kuan y Liu, 1995). Estos elementos posibilitan el modelado de 
relaciones no lineales y efectos asimétricos entre una variable dependiente 
(target) yt, y un vector de variables independientes (inputs) xt’, donde xt’ 
es un vector conformado por (x1t , x2t ,…, xit) que se encuentra en la capa 
de entrada. Este vector es multiplicado por gi,j (connection strengths). Los 
resultados obtenidos (unidades ocultas) son componentes de la capa oculta y 
son sometidos a una función de activación no lineal G. En la capa oculta, las 
combinaciones lineales de xt’ gi,j se forman y asumen valores según el rango 
de G. Finalmente, son multiplicados por los ponderadores bj para producir yt 
a través de la capa de salida. Este tipo de ANN es denominado single hidden 
layer feedforward network model, ya que contiene una sola capa oculta y la 
información fluye hacia adelante, desde xt hasta yt (Diagrama 1).



Revista de Análisis, Julio - Diciembre 2020, Volumen N° 33, pp. 69-91

76 Jonnathan R. CáCeRes santos

Diagrama 1: RED NEURONAL ARTIFICIAL DE APRENDIZAJE 
SUPERVISADO

Fuente: Franses and Van Dijk (2003) 

Matemáticamente, un modelo ANN está definido como:

= f1 yt–1 + f2 yt–2 + fp yt–p + f1 z1,t–1 + f2 z2,t–2 +…+ fp zm,t–p  

yt = F(Xt ;Q ) = xt’ f + bj G (xt’ , gj ) 
j=1

q

 + bj G (g1,j gt–1 + g2,j gt–2 +…+ gp,j gt–p) 
j=1

q

 (1)

El término (xt’f) representa la parte lineal de la relación entre yt y xt’, mientras 
que los componentes logísticos corresponden a la parte no lineal2. El vector xt’ 
está conformado por los rezagos i = 1,…, n de la variable dependiente  yt–i y 
un conjunto de variables independientes zm para j = 1,…, m y sus respectivos 
rezagos zm–p, p = 1,…, n. 

El aprendizaje del modelo ANN se da por ajustes graduales de los parámetros 
Q = (fr, bl, gl) con base en observaciones de experiencias previas. El 
conocimiento en (t+1), depende del conocimiento en el momento (t) más un 
incremento del conocimiento, D, con lo cual Qt+1 = Qt + Dt. 

2 La contribución conjunta de los componentes no lineales está dada por: St=1 bj G (xt’ , gj) q  y las 
contribuciones individuales de cada unidad de la capa oculta b1 G (xt’ , g1), b2 G (xt’ , g2),…, bq G (xt’ , gq). 
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El objetivo del aprendizaje es hallar los parámetros que minimicen el error. Este 
error está dado por la sumatoria de cuadrados de la siguiente función:

 S (Q ) = (yt – F(Xt ;Q ))2 
t=1

T

 (2)

donde: 

 F (Xt ;Q ) = xt’ f + bj G (xt’ , gj ) 
j=1

q

 (3)

El proceso de aprendizaje de la ANN es de carácter secuencial (Kuan y White, 
1994) y puede ser enfocado como un problema de optimización no restringida 
(Misas et al., 2003). El objetivo radica en estimar el vector de parámetros Q, 
que minimice la suma de residuos al cuadrado Qn (Q n   )(r)  y la gradiente asociada 
∇Qn (Q n   )(r) .3

Modelo ANN de aprendizaje no supervisado – redes de Kohonen

Las redes de Kohonen (1982) son un tipo de red neuronal de aprendizaje 
no supervisado y frecuentemente utilizado en el ámbito de ML. Este tipo de 
modelo estructura sus resultados a través de Mapas Auto-organizados4 (SOM, 
por sus siglas en inglés) con base en un proceso de identificación de rasgos 
comunes, regularidades, correlaciones o categorías en datos de entrada que 
son incorporados en su estructura interna de conexión.

Las redes de Kohonen (RK) permiten obtener una transformación de un patrón 
de señal entrante, de dimensión arbitraria (generalmente grande) en un mapa 
discreto de menor dimensión a través de un proceso adaptativo de orden 
topológico (Gorunescu, 2011).

La arquitectura de RK está constituida por las capas de entrada, xt’, de 
dimensión  N y de salida yt de dimensión M, donde cada par de elementos 
(xit, yit) está ligado por un vector de pesos de la neurona wj.

3 La gradiente asociada está dada por la siguiente identidad:
∂∇Qn (Qn  )

∂Q∇Qn (Qn  ) =(r)
(r)

4 La auto-organización es un proceso espontáneo que agrupa o auto-organiza elementos de un 
sistema a través de fluctuaciones aleatorias que son amplificadas por una retroalimentación.
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Diagrama 2: REDES DE KOHONEN

Fuente: Kubat (2017)

En la fase de entrenamiento, las neuronas de la segunda capa compiten para 
establecer cuál es la más cercana al patrón seleccionado min||Xi – mj||5. En esta 
fase también se establece la influencia de las neuronas vecinas (vecindad). La 
función de vecindad permite, a su vez, preservar las propiedades topológicas 
del espacio de entrada.

El aprendizaje de la red está formalmente definido por:

 Dwj = a (t)hi (t) (xt’ – wj) (4)

donde a es la tasa de aprendizaje, t, el índice de iteración y hi, la función de 
vecindad.6 

La activación de la neurona i-ésima es posible solo si:

    yit =
min||Xi – wj||1

0 e.o.c.
  (5)

Los wj de la neurona ganadora se actualizarán con el propósito de que se 
asemeje al vector de entrada para lograr una clasificación óptima. Este 

5  Se asume la distancia euclidiana: S  (Xi – mij)2dij = .

6 Donde  a(t) = a0
af

a0
  a0 y af son las tasas de aprendizaje inicial y final y tmax es el número máximo

 de iteraciones; hi
(t) = e 

–d(i,j)2

2s(t)2  d es la distancia euclidiana; el rango de vecindad está dado por s.
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procedimiento garantiza una mejor generalización para datos nuevos fuera de 
la muestra. 

Modelos SVM de clasificación

Los modelos SVM se fundamentan en la teoría de aprendizaje estadístico y 
tienen por objeto la clasificación de un conjunto de observaciones en espacios 
mediante la selección de hiperplanos y clasificadores de margen máximo.

Propuestos por Cortes y Vapnik (1995), inicialmente, los SVM fueron empleados 
para resolver problemas de clasificación binaria. Posteriormente, su aplicación 
se extendió a la resolución de problemas de mayor complejidad como la multi-
clasificación y regresión.

Sea f:  → F una función de correspondencia entre un punto del vector 
de entrada x con un punto en el espacio de características F. El objetivo es 
encontrar el hiperplano de separación en un nuevo F, el cual se transforma en 
una función no lineal que separa x en F original, donde f(x) = <f1(x),…,fm (x)> 
y fi (x) es una función no lineal con i = 1,…, m. 

La frontera de decisión lineal obtenida en F se transformará en una frontera de 
decisión no lineal en el espacio original de entradas. 

La función de decisión en F es: D(x) = (w1 f1 (x) +…+ wm fm (x)) = < w, f (x)>. 
En su forma dual, F se obtiene transformando la expresión de la frontera de 
decisión en:

   D (x) = aj  yi <f(x), f(xi)>
i=1

n

*  (6)

El producto escalar <f (x), f (xi)> es posible de calcularse con la función de 
Kernel7 (Diagrama 3) que asigna a cada par de elementos de  un valor 
correspondiente al producto escalar en un nuevo F:

K(x,x’) = <f (x), f (x’)> = (f1(x) f1(x’) +…+ fm(x) fm (x’)) (7)

Sustituyendo la función de Kernel en el producto escalar se tiene:

   D (x) = ai  yi K<x, xi>
i=1

n

*   (8)

7 Algunas funciones de Kernel son: Lineal KL (x,x') = <x,x’>; Polinómico de grado p KP (x,x’) = [g <x,x’> 
+ t]p, g > 0; Gaussiano KG (x,x’) = exp (–g || x–x’ ||2) g > 0; Sigmoidal KS (x,x’) = tanh [g <x,x’> + t]  donde 
p, g, t, representan los parámetros.
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El problema a resolver es:

  max ai – ai aj yi yj K <xi,xj>
i=1

n

1
2   (9)

sujeto a: 

  ai yi = 0 ; 0 ≤ ai ≤ C,i = 1,…, n
i=1

n

  (10)

Diagrama 3. FUNCIÓN DE KERNEL

  
 

Kernel 

Superficie de decisión 

Fuente: Elaboración propia.

V. Resultados 

A continuación, se presentan los principales resultados de los modelos y 
algoritmos expuestos en la anterior sección, los mismos que fueron estimados 
con el software especializado Matlab R2017.8

De acuerdo con los métodos propuestos por Pineda y Piñeros (2009) y Cáceres 
y Palacios (2011), se consideraron las condiciones que pueden adoptar las 
entidades bancarias de acuerdo con un rango de escala (0,1) de una función 
logística9:

De 0 a 0,25 Crítica
mayor a 0,25 hasta 0,50 Vulnerable
mayor a 0,5 hasta 0,75 Estable
mayor a 0,75 hasta 1 Solvente

8 Los códigos utilizados en este estudio pueden ser solicitados a través del correo del autor: 
jonnathan.caceres@gmail.com 

9 Corresponde a la forma: Cn = 1/[1+Ke1– ] donde K es un parámetro de la función y xi los valores 
observados de ROE (rendimiento de capital) ajustado por costo de oportunidad (CO). El término 
CO comprende: el costo medio ponderado de capital y la inflación.

mailto:jonnathan.caceres@gmail.com
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Los resultados del modelo ANN supervisado evidenciaron que la condición de 
los bancos registró una transición continua: comenzaron en la fase vulnerable 
(enero de 2001) y se situaron en la condición crítica en febrero de 2003 y 
junio de 2004. Esto fue coincidente con una etapa de crisis económica, política 
y social en Bolivia que incidió negativamente sobre los niveles de liquidez y 
solvencia de las entidades bancarias.10

A partir de marzo de 2005, coherente con la dinámica de la economía, los 
bancos registraron una evolución financiera positiva, lo que les permitió 
ubicarse en la condición solvente en noviembre de 2006 hasta diciembre de 
2012. En períodos posteriores, las entidades bancarias se ubicaron con mayor 
frecuencia en la fase estable. Finalmente, se observó un cambio de tendencia 
negativa a partir del primer trimestre de 2016 que prevaleció hasta los últimos 
períodos del estudio.

Gráfico 1: MODELO ANN SUPERVISADO - RESULTADOS 

Fuente: Elaboración propia 

La evaluación efectuada a los segmentos de datos (training = 70%; validation 
= 15% y test = 15%) muestra que el modelo de ANN supervisado alcanzó un 
nivel de precisión cercano a 99% (Gráfico 2). Asimismo, la distribución de los 
errores de pronóstico se concentró en torno a 0 (Apéndice B).

10 Este contexto generó un ambiente de incertidumbre social y reducción de la actividad económica 
que produjo retiros masivos de depósitos bancarios e incumplimiento de pagos de créditos.
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Gráfico 2: MODELO ANN SUPERVISADO - DISPERSIÓN DE ERRORES

 
Fuente: Elaboración propia 

El Gráfico 2 muestra los resultados del modelo no supervisado a través de 
la visualización de un mapa auto-organizado. Las observaciones fueron 
clasificadas en cuatro grupos, número similar al de los estados asumidos por 
los bancos en el modelo anterior. Asimismo, se presentan los centroides (C1, 
C2, C3 y C4) que se constituyen en puntos referenciales.

El mapa también muestra los cambios y la trayectoria de los estados que 
asumieron los bancos de acuerdo con el orden numeral de los centroides. 
El primer y segundo grupo corresponden a estados donde las condiciones 
financieras de los bancos registraban debilidades financieras. De forma 
análoga al anterior modelo, estos estados se clasifican en crítico y vulnerable, 
respectivamente. El tercer grupo representa un estado solvente y el cuarto, 
una situación estable.
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Gráfico 3: MODELO ANN NO SUPERVISADO - RESULTADOS

Fuente: Elaboración propia 

El mapa muestra que las observaciones de los últimos períodos (como los 
puntos dentro del círculo segmentado) tienden a aproximarse a los estados 
vulnerable y crítico. 

Con el objeto de cuantificar la proximidad de estas observaciones y los grupos 
de riesgo, se calcularon las distancias euclidianas de las observaciones del 
período de enero de 2017 a febrero de 2020 con relación a C2 y C1. En el 
Gráfico 4, se observa que después de un continuo descenso de la distancia 
registrada, desde diciembre de 2017 hasta octubre de 2018, las magnitudes 
son casi constantes para los períodos posteriores.
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Gráfico 4: MODELO ANN NO SUPERVISADO - DISTANCIA EUCLIDIANA
DE OBSERVACIONES CON RESPECTO A C1 Y C2
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Fuente: Elaboración propia 

Los resultados del modelo SVM (Gaussiano) para la clasificación de los bancos 
en los estados definidos registró una precisión de 85,1%. Los resultados 
estimados a través de este método permiten apreciar los aciertos y errores de 
pronóstico puntuales; sin embargo, no es posible observar cambios graduales 
de tendencia.

Gráfico 5: MODELO SVM - RESULTADOS
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Las matrices de confusión muestran que las observaciones de los estados: 
vulnerable, estable y solvente fueron clasificadas con un nivel de error 
no mayor a 15%, en tanto que las correspondientes al estado crítico 
sobrepasaron esta magnitud y tienden a ser clasificados como el estado más 
próximo (vulnerable).

Cuadro 2. MODELO SVM – MATRICES DE CONFUSIÓN

5 9 1 1

33 1 5

2 75 10

12 76

Crítica Vulnerable Estable Solvente

O
bs

er
va

do

Predicción 

31% 56% 6% 6% 31% 69%

85% 3% 13% 85% 15%

2% 86% 11% 86% 14%

14% 86% 86% 14%

Crítica Vulnerable Estable Solvente Verdadero Falso

Positivo NegativoPredicción 

O
b

se
rv

ad
o

Fuente: Elaboración propia 

El cálculo periódico de los resultados permitió observar la tendencia y 
trayectoria gradual de la evolución de la condición financiera de las entidades 
bancarias, aspectos que son deseables para el diseño, implementación y 
evaluación de respuestas de políticas financieras de carácter macroprudencial. 

VI. Conclusiones

La actividad de intermediación financiera resulta vital para promover el 
desarrollo financiero y el crecimiento de largo plazo de las economías. 
Asimismo, existe un consenso generalizado de que las fragilidades 
bancarias afectan negativamente a la estabilidad macroeconómica. El 
sistema financiero boliviano ha registrado cambios importantes en los 
últimos años. Los bancos, al igual que el sistema de pagos de alto valor, 
atravesaron por procesos de expansión y modernización. En un contexto 
de mayor complejidad financiera en el cual los riesgos pueden tener sus 
orígenes en factores desconocidos, la implementación de modelos basados 
en técnicas de ML se constituye en una alternativa para identificar y 
gestionar los riesgos financieros. 

Los métodos de ML utilizados con mayor frecuencia en estudios de predicción 
de situaciones de bancarrota de bancos son ANN (supervisadas y no 
supervisadas) y SVM. Con base en este elemento, el presente documento 
emplea dichas técnicas para analizar y pronosticar el comportamiento 
financiero de los principales bancos de Bolivia.
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Con una precisión del 99%, los resultados del modelo ANN supervisado 
mostraron que los bancos estuvieron en una condición vulnerable en enero 
de 2001 y crítica en febrero de 2003 debido a una situación de crisis política, 
social y económica. A partir de marzo de 2005, en línea con el dinamismo de la 
actividad económica, los bancos registraron una evolución financiera favorable 
hasta situarse en noviembre de 2006 en una fase solvente. A partir de abril de 
2011 hasta febrero de 2020, las entidades bancarias se situaron, con mayor 
frecuencia, en una condición estable. A partir del primer trimestre de 2016, se 
observó un cambio de tendencia negativo que prevaleció hasta los últimos 
períodos.

Los resultados del modelo ANN no supervisado se tradujeron en un mapa auto-
organizado. Este mapa permitió apreciar los cambios de los estados de las 
entidades bancarias. De manera coincidente con el modelo ANN supervisado, 
los dos primeros grupos de la clasificación corresponden a estados donde 
las condiciones financieras de los bancos registraban debilidades financieras 
(fases crítica y vulnerable), en tanto que el tercer grupo representa un estado 
solvente y el cuarto, una situación estable.

Los resultados del modelo SVM para la clasificación de los bancos, registró una 
precisión de 85,1%. Las observaciones de los estados: vulnerable, estable y 
solvente fueron clasificadas con un nivel de error no mayor a 15%, en tanto que 
las correspondientes al estado crítico sobrepasaron esta magnitud y tendieron 
a ser clasificadas como vulnerable.

Dada la capacidad de abstraer patrones recurrentes y generalizar información 
no observada, los modelos ML permiten efectuar análisis y pronósticos 
precisos sobre el desempeño financiero de las entidades bancarias. Estos 
elementos son importantes para el diseño, propuesta y evaluación de políticas 
macroprudenciales orientadas a preservar la estabilidad financiera. Una 
agenda futura de investigaciones para dar continuidad al presente documento 
podría emplear técnicas adicionales de ML e información de mayor frecuencia 
temporal.
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APÉNDICES

APÉNDICE A

Correlación de variables 

Fuente: Elaboración propia
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APÉNDICE B

Modelo ANN supervisado – Distribución de errores de pronóstico

 Fuente: Elaboración propia


